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 . ای نویززداتنک پشته خودرمزگذاربینی بارش،  عمیق، پیششبکه عصبی :هاکلید واژه

 

  Email: malbousi_434@yahoo.com                                                       09398649893 * نویسنده مسئول:

  

mailto:malbousi_434@yahoo.com


202                                               ...       ای تنک با پیش بینی بارش با استفاده از شبکه عصبی عمیق )خودرمزگذار پشته

 مقدمه

ها، توجه دولت   کهاست    یجد  ینگران  کی ها  بارش  ینیبیشپ

را    یجامعه علم  نیو همچن  سک ی ر  تی ری مد  ینهادها  ع،ی صنا

بار است.  کرده  هوا  کی   ندگیبه خود جلب  و  آب    یی عامل 

بس بر  که  فعال  یاریاست  تول  یانسان  یهات یاز    د یمانند 

تول  ،یکشاورز ساز،  و  جنگلدار  دیساخت  و    یبرق، 

ایم  ریتاث  رهیغو    ،یگردشگر به    ی نیبشیپ  ب،یترت  نی گذارد. 

 یمناسب برا شرو کی داشتن  ن،ی بنابرا. است یبارش ضرور

  ی برا   فی و تضع  رانهیشگیتواند اقدامات پیبارش، م  ینیبشیپ

  ن ی به ا  یابیدست  یرا انجام دهد. برا  یعیطبمخرب    یهادهی پد

ی ارائه شده است،  متعدد  هایو الگوریتم هاها، روشینیبشیپ

 (DNN)  قیعم  یعصبهای  چند سال گذشته، شبکه    یط  رد

مکان عنوان  برا  سمیبه  پ  یموفق  مشکلات  در    دهیچیحل 

پردازش زبان    ر،ی تصو  صیتشخ  ،بینایی ماشین  رینظ  ییهانهیزم

ب  یعیطب گرفته کیوانفورماتیو  قرار  استفاده    است   مورد 

(Hern´andez, et al., 2016)عصب شبکه    ک ی   قیعم  ی. 

عموم برا  یاصطلاح  که  مجموعه   ی است  به  از    یااشاره 

لا  یهای معمار م  هی چند  از  ی استفاده  استفاده  با  که  شود 

ها  از چالش  یکی .  انددهی بدون نظارت آموزش د   یهاتمی الگور

شبکه آموزش  آموزش    یکنُد  ق،یعم  یعصب  یهادر  روند 

دل به  لا  یهایورود  عی توز  رییتغ  لیشبکه  طول    هی هر  در 

پژوهش در  است.  عنوان    یروش  نیشی پ  یهاآموزش  با 

نرمال   یمبتن یادسته  ونیزاسینرمال ورودبر  لا  یکردن    ه ی هر 

عصب جزئ  یشبکه  عنوان  م  ی به  دسته    دلاز  هر  طول  در  و 

 ,Ioffe & Szegedy)   شده است  شنهادیآموزش پ  یهاداده

بالاتر    یریادگی   یهاروش امکان استفاده از نرخ  نی ا   .(2015

اهم و  کرده  فراهم  کمتر    هیاول  ی مقدارده  تیرا  را  پارامترها 

بد  کندیم تسر  ،یعیطب  یبه صورت  بیترت  نی که    ند ی فرا  عی به 

م  یریادگی  ی کندیکمک  آموزش    هاچالشاز    گری د  یک.  در 

 شیب  ادی ز  یبا تعداد وزنها و پارامترها  قیعمیعصبیهاشبکه

 یریادگی  یمدل به جا ت،یوضع نی واقع در ا دراست.  برازش

داده   ی الگوها م موجود،  حافظه  به  را  روشسپاردیها    ی ها. 

  ش یاز ب  یریجلوگ  یبرا متقابل  یهمچون اعتبارسنج  ،یمختلف

دارد  برازش با    ی. روش(Srivastava, et al., 2014)  وجود 

تصادف حذف  ا  یریجلوگ   ی برا یعنوان  در    ده ی پد  نی از 

ط  شنهادیپ  قیعم  یعصب  یهاشبکه آن،  در  که  است    ی شده 

  ی ها به طور تصادفرونن  ی برخ  یخروج  ،یعصبآموزش شبکه

فرآ م  ندی از  ا شوند یآموزش حذف  وابستگ  نی .  از   یموضوع 

داده   شیب به  مدل  حد  جلوگ  یهااز    کند یم  یریآموزش 

(Srivastava, et al., 2014)ی اریروش در بس  نی . عملکرد ا  

  ی مورد بررس  سنادو پردازش ا  نیماش   یینایب  ریاز کاربردها نظ

  ی شنهادیپ  ی هاعملکرد مدل  ریچشمگ  شرفت یقرار گرفته و پ

ا است   نی در  شده  داده  نشان  موجود    یهامدل  اکثر.  موارد 

 ,.Khodayar, et al)  :سه اشکال هستند  یدارا  یشبکه عصب

2017) 
   است. ی عمق و سطحکم   یمعمار اًاکثر -1

روش  یبعض -2 ناز  و  ازیها  مهندسدست   یها یژگی به    ی ساز 

 .  کننده است دارند که خسته 

مستق -3 روشها،  قطع  مایاکثر  عدم  به  راجع  بارش    تیدانش 

 . ندارند

مشکلات    یبرا پ  دو،  و  یکرفع  روش    ی شنهادیاز 

پشته نو  یاخودرمزگذار  برا  (SDSAE)زدا  زی تنک  رفع   یو 

پ  سه،مشکل   با    ی شنهادیروش  ترک  نرونرا    ب یسخت 

بدون نظارت    یهایژگی و  یریادگی   یاتوانکودرها برا.  میکنیم

 ه ی لا  کی و    کنندیبارش بدون برچسب استفاده م  ی هااز داده

بالا  ونیرگرس در  شده  برا  ینظارت   ینیبشیپ  یاتوانکودرها 

م  یبارندگ دقت،میکنیاعمال  بهبود  منظور  به   یهاشبکه  . 

مدل    یعصب با    ب یترک  یشنهادیپ  قیعم  یریادگی سخت 

قطعشده عدم  به  تا  سازمان    در.  کنند  کمک  ی بارندگ  تیاند 

مدل   یهواشناس از  ...  WRF   مانند  یکینامی د  یهاکشور  و 

خطا دارند  چون    یشود ولیاستفاده م  یامنطقه  ینیبشیپ  یبرا

 . خطا را کم کرد یآمار  یروشها نی توان با ایم

با در معمول  طور به  با  عصبی شبکه یک نظارت یادگیری 

با هایلایه عمیق   توزیع یک از تصادفی هایوزن بسیار 

می و آغاز گاوسی الگوریتممقداردهی  سرعت  پس  شود. 

 در  و  است کند بسیار شده  مقداردهی  شبکه در  انتشار خطا

 است پذیرآسیب بسیار همهدف  تابع   کند،می گیر محلی بهینه

 پیچیده هایوابستگی با  آزاد متغیر هامیلیون توسط که

 شودمی منجر عصبی عمیق هایشبکه شود و بهمی مقداردهی

 آموزش  بدست آمده  نتایج تا کشدمی طول زیادی مدت  که

 لایه هر شما اگر که داد نشان  2006 سال هیلتون در شود.  داده

 1تنک  نمایش یادگیری برای  نظارت روش بدون در را شبکه

 
1- Spars 
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 بسیار را  یادگیری مشکل ، دهید آموزش بندی طبقه از قبل

در خواهید کاهش  های روش از گذشته مقالات داد. 

 یا و نویززدار ایپشته خودرمزگذار یا ایپشته خودرمزگذار

سخت  با آنها ترکیب  باد بینیپیش خصوص در نرون 

(Khodayar, 2017)    و(Khodayar, et al., 2017)   و 

 دما   بینیپیش برای سخت عصبی هایشبکه از   همچنین

(Zhang, et al., 2017)از ای  پشته خودرمزگذار روش و 

  اند کرده استفاده هم بالا ابعاد  با هایداده برای تنک نویززدار

(Meng L, 2016)  سطوح و لایه سه و لایه دو شبکه که با 

 دادند انجام که آزمایشاتی طبق که طراحی کردند شده خراب

 بوده بالاتر ای دیگرپشته روشهای از روش یا مدل این دقت

 است. 

برای   تحقیق  این  در  روش ما  از  بارندگی  بینی    پیش 

با   سخت نرون با نویززدار  ایپشته خودرمزگذار مقابله  برای 

ق و ط عدم  پیش بردن  بالا  عیت  با    بینیدقت  آن  ترکیب  و 

 شبکه  یک تنک ایم. خودرمزگذار استفاده نموده تنکالگوریتم  

یاد  را هاداده کد  سری یک تا کندمی هدایت را لایه تک

 از  تعدادی و رساندمی حداقل به را بازسازی خطای گیرد ومی

   کند.می محدود را بازسازی برای  نیاز مورد کدهای
 

 روش پیشنهادی 

 معرفی الگوریتم های روش پیشنهادی

 خودرمزگذار  تمی الگور

سال  توسط عمیق خودرمزگذار در  همکارانش  و  هینتون 

است.  ارائه شد 1998  ,.Zhang, et al)   ریدر مقالات اخه 

2014)  ،(Jiang, et al., 2013)،  (Zhou, et al., 2014)     و

(Guo, et al., 2016)    قرار مطالعه  مورد  گسترده  طور  به 

در  گرفته   است.  هدفخودرمزگذارهاشده  مقدار   ، Y   با

م،  Xی  هایورود داده  آموزش  تا  یخودرمزگذار  شود 

بازساز X یهای ورود را  بنابرا  یخود    ی بردارها  نی کند، 

ورود  مانه  یخروج بردار  دارند  ی ابعاد    ک ی آموزش  .  را 

پ بدون  شیخودرمزگذار،  زآزمون  است؛  ط  رای نظارت    ی در 

لازم به  .  شودیاستخراج نم  یاطلاعات هدف دار   چیه  ندی فرآ

فرآ که  است  داده  ،آموزش  ند ی ذکر  ابعاد    ی ورود  یهاکاهش 

 یاصل  یهامولفه   لیو تحل  هی تجز  هیشب  اریدر شبکه است، بس

(PCA)  بهتر از   یلیاست، اما خ PCA کنند  یم  کار(Hinton 

& Salakhutdinov, 2006)فرایند  اتوکدر   یک  کلی  . 

است  1  شکل در  خودکار شده  داده  فرآ  در  .نشان   ند،ی طول 

خطا رساندن  حداقل  به  با    نه یبه  ،یبازساز  یخودرمزگذار 

 . شودیم

 

 ی اپشته  ززداینو خودرمزگذار تمی الگور

سطح بالا و    یهاانتزاع   یساز مدل  یرا ب  ی اپشته  خودرمزگذار

  باشد یپردازش م  هی لا  نی ها با استفاده از چندکاهش ابعاد داده

(Lin, et al., 2017)  ،عمیق خودرمزگذار   ش ی افزا  یبرا. 

داده است.   شنهادیپلیکان   توسط یزی نو  یهااستحکام    شده 

پشته  مدل  چند اززدی نو  ی اخودرمزگذار  خودرمزگذار    نی از 

منظوره    ززدای نو  یاپشته   (Vincent, et al., 2008)چند 

  ی ورودو    قرار دارند  گریکدی   یساخته شده است که در بالا

ورود  از  بازساز  یرا   ,.Sagha, et al)کندمی  یخراب 

نو.  (2017 برا   رساختی ز  ،یاپشته   ززدای خودرمزگذار    ی را 

نظیر  حل افزا  مسائل  زیاد   تیو حساس برازشبیش  شی خطر 

مرا    زی نو  به   (Sagha, et al., 2017) .  کنندی فراهم 

  نشان   1  شکل   در  نویززدا  ایپشته   خودرمزگذار   چارچوب

 است.  شده داده

 
 ساختار خودرمزگذار  -1شکل 

 

خروجي لايه ورودي لايه   
پنهان لايه  

 رمزگذار
شارمزگ  
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   SDAEساختار  -2 شکل

 

 تنک  خودرمزگذار

تنک  رمز  خود سال    ابتدا  گذار  شد   1997در    ارائه 

(OLSHAUSEN & FIELD, 1997)  .تنک  خودرمزگذار 

می  افزونگی کاهش  و    (Ibrahim, et al., 2018)  دهدرا 

 : (Guo, et al., 2016) هستند بالایی بالقوه دارای مزایای

  بزرگ ابعاد با هایبازنمایش از استفاده (1

  های داده  از  ساده  تفسیر  یک  ما  به   تنک  هایبازنمایش  (2

  " هابخش "  را با اصطلاحات یک تعداد از  پیچیده  ورودی

 دهند. می  ارائه

  نواحی   ابتدا از  در  های تنکبیولوژیکی بازنمایش  انداز  چشم

 کند. می بصری استفاده

یک   محدودیت،  این  سازی  پیاده  نام  برای  به  اضافی  پارامتر 

پنهان  است  𝑟که   اسپارسیتی پارامتر  شوداضافه می  در واحد 

سازی کنیم که متوسط فعالرا محاسبه می   �̅�  ،بعد از هر دوره

 هنگامی که.  است  در کل مجموعه داده thj های پنهاننورون

 �̅�   از𝑟    این کار با .  کنیمشود، تابع هزینه را جریمه میمیدور

یک   کردن  جریمهاضافه   خودرمزگذار  هزینهتابع  به    ترم 

 استفاده شده بر اساس اختلاف   و ترم جریمه  آیدمی   بدست

KL   : 

1 𝐾𝐿(𝑟||�̅�𝐽) = ∑ (𝑟 𝑙𝑜𝑔
𝑟

�̅�𝐽
+ (1 − 𝑟)𝑙𝑜𝑔

1 − 𝑟

1 − �̅�𝐽

𝑠

𝑗=1
 

 

𝐾𝐿(𝑟||�̅�𝐽)باشد    𝑟  =�̅�𝐽 در این ترم جریمه اگر  = برقرار    0

یابد است در غیر اینصورت به صورت یکنواخت افزایش می 

 . (Kumar, et al., 2014) می شود. واگرا 𝑟از  �̅�𝐽و همچنین  

 

 سخت نرون 

اطم  ی برا  سختمجموعه    هی نظر عدم  و  ابهام  در    نانیحل 

میها  داده   نرون  .(Vidhya & Geetha, 2017) رود  بکار 

ابتدا توسط  3مطابق شکل    سخت شد.    شنهادیپلینگراس   در 

همکارانش و  خدایار  سال   مهدی  عصبی    2017در  معماری 

پیش برای  سخت  به  عمیق  و  باد  سرعت  مدت  کوتاه  بینی 

داده در  اطمینان  به عدم  رسیدگی  از منظور  باد،  های سرعت 

 . (Khodayar, 2017)استفاده کرده است  یک نرون سخت 

 

 
 سخت ساختار نرون  -3 شکل

 

 مراحل انجام روش پیشنهادی 

باشد که در ادامه  پیشنهادی دارای پنج مرحله اصلی میروش 

 شود: بصورت خلاصه نام برده می

باران WRFبینی خروجی  های پیش( دریافت داده 1 ، بارش 

های بارش همبستگی دارتد  و داده های دیگری که با داده 

 سازی آنها.  و نرمال

 O_u I_u خروجي

I_L O_L 

هاورودي  

 کران بالا

 کران پايین

1خودرمزگذار   

2خودرمزگذار   
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 های ورودی. ( اعمال نویز به داده 2

های پنهان،  پارامترهای شبکه عمیق )تعداد لایه( مقداردهی  3

 های هر لایه(. تعداد نرون 

برای ساخت شبکه    RSDAE( یادگیری بدون نظارت با  4 

شبکه   پارامترهای  لایه)مقداردهی  چند  ، RSDAEعمیق 

فعال  تابع  توسط  پنهان  لایه  خروجی  ساز محاسبه 

وزن  محاسبه  وزن  سیگموئید،  بروزرسانی  و  های خروجی 

با توسط  و  از خروجی  SGDبا روش    BPیاس  استفاده   ،

RSDAE    ورودی عنوان  به  در   RSDAEفعلی  بعدی، 

شود  های پنهان تکرار مینهایت مراحل فوق به تعداد لایه

و خروجی آخرین لایه به عنوان ورودی بخش یادگیری با 

 شود.  نظارت در ساختار شبکه عمیق در نظر گرفته می

)تنظ5 نظارت  با  یادگیری  الگوریتم  یم (  توسط  با   BPدقیق( 

داده  :SGDروش   به  اعمال  تست  و   RSDSAEهای 

 بینی.محاسبه خطای پیش
 

 فلوچارت روش پیشنهادی 
در گرافیکی  بصورت  پیشنهادی  روش    4  شکل  فلوچارت 

 قابل مشاهده است. 

یک شبکه عصبی چند لایه عمیق  5  شکلمطابق   SAEمدل 

لایه پنهان و یک لایه    چندیندارای  است که    AE  با چندین

پی برای  بالا  در  با شرگرسیون   .Y)  باشدمینظارت    بینی 

Bengio, 2007) .   هر دارای  AE  بصورت کلی  لایه    K  که 

داده  KAEبصورت  است  پنهان     پارامترهای   شود.می  نمایش 

𝑊1
𝑘    و𝑏1

𝑘    وزن ها و بایاس های لایه رمزگذاری هستند در

𝑊2حالی که  
𝑘    و𝑏2

𝑘   پارامترهای مشابه برای لایه رمزگشایی

می  فرض  همچنین  و  𝑊1کنیم  هستند 
𝑘 = (𝑊2

𝑘)𝑇    که

 . شوندنامیده می "های گره خوردهوزن "

است:    SAEآموزش   اساسی  و  بزرگ  مرحله  دو  (  1دارای 

داده  با  تنها  که  نظارت  بدون  ویژگی  یادگیری  های  مرحله 

می انجام  برچسب  بدون  تنظیم  2و  شود  ورودی  مرحله   )

  نهایی که بر روی مقادیر هدف بارش باران برای یادگیری با

در مرحله    شود.نظارت از پارامترهای شبکه عصبی اعمال می

ویژگی   نظارت  یادگیری  اولابتدا  بدون  لایه   k=1با    و  از 

بترتیب توسط   𝐴𝐸𝑘هر خودرمزگذار  سپس  ،  کنیمشروع می

پس )الگوریتم  خطا  گرادیان BPانتشار  روش  با  همراه   )

می  آموزش  تصادفی  هر  ندبیننزولی  پنهان  نمایش  بردار   .

𝐴𝐸𝑘    شده کدگذاری  به   AEورودی  برای    AE  را  بعدی 

   کند.منتقل می 𝐴𝐸𝑘+1مثال 
 

 

 

 
 ی شنهادیفلوچارت روش پ -4شکل 

 SRDSAEساخت شبکه عمیق 

توسط خروجي هاي بخش يادگیري 

 ويژگي بدون نظارت

تنظیم دقیق شبکه توسط الگوريتم 

BP  باSGD 

هاي آزمونبندي دادهطبقه  

 يادگیري ويژگي با نظارت              

 لايه پنهان Nتعیین 

اعمال داده هاي هر لايه به عنوان ورودي 

RSDAE 

توسط الگوريتم  RSDAEآموزش شبکه 

BP  باSGD و خطاي بازسازي تنک 

 یادگیری ویژگی بدون نظارت

خودکار در اعمال وزن هاي خروجي رمزگذار

RSDAE  به عنوان ورودي لايه پنهان

RSDAE بعدي 
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 AEبا سه  SAEساختار  -5 شکل

 
پارامترهای   𝑤1نتیجه 

𝑘    و𝑏1
𝑘  هر مقداردهی    𝐴𝐸𝑘  از  برای 

پارامترهای لایه     از شبکه عصبی مصنوعی چند لایه   kاولیه 

می دارای  شود.  استفاده  آموزش  مجموعه  یک  گرفتن    Mبا 

برای هر   معیار خطا  نمایش  ℎ𝑘−1با ورودی    𝐴𝐸𝑘نمونه،   ،

خروجی    ℎ𝑘پنهان   بردار  نمایش   2معادله  بصورت    𝑟𝑘و 

 . (Khodayar, et al., 2017) شودداده می

تنظیم   عبارت خطای  اینجا،  λضریب    L2در  ≥ و   0 دارد 

W1,i,j
k    لایه برای  وزن  ماتریس  از  )جزء(  عنصر  یک 

  jام به واحد  kدر لایه    iکه وزن اتصال واحد    Kرمزگذاری  

 . دهدنمایش می در لایه قبلی

تنظیم بازسازی   ،عبارت  خطای  برای  پیچیدگی  پنالتی    یک 

می از    کنداضافه  بزرگنمایی   برازشبیشو  کاهش  توسط 

می وزن جلوگیری  نه.  کندها  تنظیم  مرحله  شبکه در  ایی، 

تو که  لایه  چند  بدون    سطعصبی  ویژگی  یادگیری  مرحله 

شد اولیه  مقداردهی  الگوریتم    ،نظارت  از  استفاده   SGDبا 

پیشخروجی خروجیهای  عنوان  به  نظر  مورد  های  بینی 

عصبیمطلوب   می  بیشتر  شبکه  داده  تا    شودآموزش 

ابتدا یک  برای این کار    پارامترهای بهینه شبکه بدست بیاید. 

رگرسیون لایه  لایه  آخرین  به  می  ANNخطی  شود. اضافه 

از   تصادفی  بصورت  لایه  این  مقداردهی    [1,1-]پارامترهای 

شود بصورتی که هیچ دانش قبلی درباره این مقادیر  اولیه می

ندارد. داده  وجود  توسط  مدل  تمام  به    بارندگی  هایسپس، 

می نهایی  تنظیم  هدف  خروجی    BP الگوریتم   شود.عنوان 

تمام    یهاها و بایاسبرای تنظیم وزن  SGDبا روش  همراه  

در  لایه میشبکه عصبی  ها  اعمال  که    شود.چندلایه  آنجا  از 

لایه میپارامترهای  بروزرسانی  آرامی  به  اولیه  یک های  شود 

قوانین   برای  مومنتوم  بنابراین    شود.می  اعمال  BPعبارت 

معادله    بصورت  tقوانین بروزرسانی در دوره    θبرای پارامتر  

 : (Khodayar, et al., 2017)باشد می  )2-3(

 

 

2 
ℒ(hk−1, rk) =

1

M
∑ (

1

2
‖hk−1 − rk‖)

2

+
λ

2
∑ ∑ (W1,i,j

k )
2

nk−1

j=1

nk

i=1

M

i=1

 

 

3 
θ(t) = θ(t − 1) − η

∂E(t − 1)

∂θ(t − 1)
+ γ∆θ(t − 1) 

0در اینجا   ≤ γ <   Eکه ضریب مومنتوم است. همچنین    1

و   است  نمونه  هر  در  مربعات  و    θخطای  ها  وزن  نمایش 

 باشد. های شبکه عصبی چند لایه می بایاس

همکارانش شبکه عصبی    1996در سال   و   سختلینگراس 

(RNN)    مفهوم از  استفاده  با  بالا   کرانرا  و  معرفی    پایین 

. موفقیت شبکه عصبی عمیق (P. Lingras, 1996)    کردند

توانایی    در و  پیچیده  هدف  توابع  عصبی  یادگیری  شبکه 

داده  سخت در  اطمینان  عدم  مدیریت  و  کنترل  ها،  برای 

سختترکیب   عصبی  برای    شبکه  را  عمیق  معماری  با 

که کرد  ترویج  مختلف  برای    ما  کاربردهای  ترکیب  این  از 

  سخت نرون    6  شکل  در  ایم.استفاده نموده  بارندگیبینی  پیش

1خودرمزگذار  2خودرمزگذار   3خودرمزگذار    رگرسیون 
برای یادگیری با 

یادگیری ویژگی بدون 
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الگوی   تشخیص  برای  را  شده  روش    سخت اعمال  در 

 دهد. پیشنهادی را نمایش می

پارامترهای   با  بالا  کران  نرون  یک  شامل  نرون  θUاین  =

{Wu, bU, α}    پارامترهای با  پایین  کران  نرون  θLو یک  =

{WL, bL, α}  .باشد اینجا    می  و وزن  buو    Wuدر  ها 

و  بایاس بالا  کران  برای    bLو    WLهای  مشابه  پارامترهای 

پایین هستند. ضرایب خروجی   کران  0نرون  ≤ α    وβ ≤

بالا    سهمتعیین    1 کران  خروجی  کران    OUاز  خروجی  و 

یک توسعه    شود.ین میتعی  Oبرای خروجی نرون    OLپایین  

می  (RAE)  سختخودرمزگذار    AEاز    سخت شود  نامیده 

نرون اعمال  که  خروجی  لایه  و  پنهان  لایه  در  سخت  های 

WU و  گردند.می
k    وbU

k    وαk    پارامترهای کران بالا وWL
k   و

bL
k    وβk    لایه از  پایین  کران    در   هستند.  kپارامترهای 

ورودی    RSDAEساختار  (  7-2شکل) برداری  h0با  = X 

 . (Khodayar, et al., 2017) نمایش داده شده است

       

 

 
 1مینرون سخت با شش پارامتر قابل تنظ -6 شکل

 

 
 RSDAE (Khodayar, et al., 2017) ساختار  -7 شکل

 
  :(Khodayar, et al., 2017) شودنمایش داده می 5و معادله  4معادله خروجی کران بالا و پایین از اولین لایه پنهان بصورت  

4 hU
1 = Max(f 1(WU

1X + bU
1 ), f 1(WL

1X + bL
1)) 

5 hL
1 = Min(f 1(WU

1X + bU
1 ), f 1(WL

1X + bL
1)) 

 : (Khodayar, et al., 2017) شودمحاسبه می 6معادله  نمایش پنهان در لایه پنهان بصورت 
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6 h1 = α1hU
1 + β1hL

1 

رمزگشایی   فرآیند  خروجی  سختبرای  خروجی،  لایه  بصورت  در  بالا  و  پایین  کران  می  8و    7معادله  های    شوند محاسبه 

(Khodayar, et al., 2017) : 

7 hU
2 = Max(f 2(WU

2h1 + bU
2 ), f 2(WL

2h1 + bL
2)) 

8 hL
2 = Min(f 2(WU

2h1 + bU
2 ), f 2(WL

2h1 + bL
2)) 

 : (Khodayar, et al., 2017) شودبنابراین، ورودی بازسازی شده بصورت ذیل محاسبه می

9 r = α2hU
2 + β2hL

2 

 

 ( RSDSAEساختار روش پیشنهادی )

عمیق   عصبی  شبکه  یک  ما  قسمت،  این  با    DNNدر 

بینی خصوصیاتی همچون مقاوم بودن و کاهش خطای پیش

  شکل ایم و در  طراحی کرده  RSDAEتوسط اسپارس کردن  

داده  RSDSAEساختار    8 نشان  دو  را  شامل  که  ایم 

RSDAE  شکل  می این  در  کلی  بصورت   RSDAEباشد. 

لایه   به  بردار ورودی  kمربوط  با  بردار خروجی    hk-1ام  و 

rk    بصورتRSDAEk  شود. ما از  مشخص میRSDAE1  

می  بترتیب  شروع  و  توسط    RSDAEکنیم،  بعدی  های 

ویژگی  SGDبهمراه    BPالگوریتم   یادگیری  منظور  ی هابه 

 شوند. سخت از مجموعه داده بارندگی وارد می

 
 

 
   RSDAEبا دو  RSDSAEساختار  -8 شکل

 

 نماییم:استفاده می 10معادله   از خطای بازسازی RSDSAEبرای آموزش هر 

 

10 
𝐽𝑅𝐸 =

1

𝑀
∑ (

1

2
||ℎ𝑘 − 𝑟𝑘||)

2

+

𝑀

𝑖=1

𝜆

2
(∑ ∑ (𝑊𝑈 𝑖,𝑗

𝑘 )
2

+

𝑛𝑘−1

𝑗=1

𝑛𝑘

𝑖=1

∑ ∑ (𝑊𝐿 𝑖,𝑗
𝑘 )

2
+

𝑛𝑘−1

𝑗=1

𝑛𝑘

𝑖=1

𝛽 ∑ 𝐾𝐿(𝑟||�̅�)

𝑠

𝑗=1

) 

 : (Kumar, et al., 2014)که در اینجا معادله اسپارس به شرح زیر است 
 

11 𝐾𝐿(𝑟||�̅�𝐽) = ∑ (𝑟 𝑙𝑜𝑔
𝑟

�̅�𝐽

+ (1 − 𝑟)𝑙𝑜𝑔
1 − 𝑟

1 − �̅�𝐽

 )
𝑠

𝑗=1
 

سازی خطی در لایه رگرسیون  یک نرون سخت با تابع فعال

می لایه  اعمال  از  تصادفی  اولیه  مقداردهی  از  بعد  شود. 

سخت،   از    RSDSAEرگرسیون  استفاده  همراه    BPبا  به 

شود.  گرادیان نزولی و مومنتوم برای تنظیم نهایی استفاده می

WUقانون بروزرسانی برای وزن کران بالا  
k    ازSRAEk   در

شود که بصورت  ای تعیین میتوسط قانون زنجیره   t+1گام  

 : (Khodayar, et al., 2017)شودمحاسبه می 12معادله  

WLمین فرمول برای وزن کران پایین  شبیه به ه
k   با جایگزین

پارامترهای با  بالا  کران  اعمال می کردن  پایین  بر  کران  شود. 

این اساس، فرمول مشابه برای پارامترهای بایاس با جایگزین  



1401تابستان   | پنجاهم شماره  | سیزدهمسال  های اقلیم شناسیپژوهشنشریه                                                     209

 βkو    t+1  ،αkشود. در گام  ها نوشته میها بایاسکردن وزن

می بروزرسانی  ذیل   ,.Khodayar, et al)  شوندبصورت 

2017) : 

کردن   اسپارس  پیش  RSDAEبا  خطای  کاهش  بینی باعث 

مورد  می را  آمده  بدست  نتایج  چهارم  فصل  در  که  شویم 

 ایم.  تجزیه و تحلیل قرار داده
 

12 
𝑤𝑈

𝑘(𝑡 + 1) = 𝑊𝑈
𝑘(𝑡) − 𝜂

𝜕𝐸

𝜕𝑊𝑈
𝑘

(𝑡) + 𝛾∆𝑊𝑈
𝑘(𝑡) 

13 𝜕𝐸

𝜕𝑊𝑈
𝑘

=
𝜕𝐸

𝜕ℎ𝑘
(

𝜕ℎ𝑘

𝜕ℎ𝑈
𝑘

𝜕ℎ𝑈
𝑘

𝜕𝑊𝑈
𝑘

+
𝜕ℎ𝑘

𝜕ℎ𝐿
𝑘

𝜕ℎ𝐿
𝑘

𝜕𝑊𝑈
𝑘

) =
𝜕𝐸

𝜕ℎ𝑘
(𝛼𝑘

𝜕ℎ𝑈
𝑘

𝜕𝑊𝑈
𝑘

+ 𝛽𝑘
𝜕ℎ𝐿

𝑘

𝜕𝑊𝑈
𝑘

) 

14 
𝛼𝑘(𝑡 + 1) = 𝛼𝑘(𝑡) − 𝜂

𝜕𝐸

𝜕𝛼𝑘
(𝑡) + 𝛾∆𝛼𝑘(𝑡) 

15 𝜕𝐸

𝜕𝛼𝑘
=

𝜕𝐸

𝜕ℎ𝑘

𝜕ℎ𝑘

𝜕𝛼𝑘
= −𝜂

𝜕𝐸

𝜕ℎ𝑘
ℎ𝑈

𝑘  

16 
𝛽𝑘(𝑡 + 1) = 𝛽𝑘(𝑡) − 𝜂

𝜕𝐸

𝜕𝛽𝑘
(𝑡) + 𝛾∆𝛽𝑘(𝑡) 

17 𝜕𝐸

𝜕𝛽𝑘
=

𝜕𝐸

𝜕ℎ𝑘

𝜕ℎ𝑘

𝜕𝛽𝑘
= −𝜂

𝜕𝐸

𝜕ℎ𝑘
ℎ𝐿

𝑘 
 

 ارزیابی روش پیشنهادی 

 ها و محدوده مورد مطالعه داده

خراسان استان  تحقیق،  این  در  مطالعه  مورد  رضوی منطقه 

دوره  می آمار  اساس  بر  میانگین 1981-2010باشد.  دمای   ،

تعداد   با  استان  دوره  ایستگاه  10سالانه  این  شامل  که  های 

می متوسط  اقلیمی  طور  به  و درجه   15.5باشند،  سانتیگراد 

سالانه   میانگین  است.    233.9بارش  ه  منطق  3  شکل میلیمتر 

مطالعه و طبقه را نشان می مورد  استان  اقلیمی  از  بندی  دهد. 

شبکهداده خروجی  شده  های  جدول    WRFبندی    3مطابق 

ای است به عنوان  بینی میان مقیاس منطقه که همان مدل پیش

استفاده شده    هاالگوریتم   امتحان  و  آموزش  برای  هدف  متغیر

 است. 

 

شبیه با  نحوه  جوی  پارامترهای  مدل  سازی  از  استفاده 

 ( WRFبینی و تحقیق جوی )پیش

میان  WRFمدل   مشهور  مدل  منطقه یک  برای  مقیاس  ای 

برای طیف وسیعی  است و    بینی وضعیت آب و هواییپیش

کاربری  مقیاساز  برای  و  هزار  ها  چند  تا  متر  چند  از  هایی 

است  مناسب  پیشکیلومتر  مدل  این  اجرای  جهت  و  .  بینی 

مرزی شامل  پژوهش وضع هوا، شرای  اولیه جو و شرایط  ط 

از داده بازتحلیل مرکز ملی آمریکا دما و رطوبت خاک  های 

NCEP    2018ساعته در دو تاریخ در سال    3با گام زمانی  

پیش مدل  این  اجرای  با  گردید.  دادهاستفاده  های بینی، 

محدوده در  جغرافیایی  هواشناسی  عرض  به    48تا   18ای 

اند.  درجه محاسبه شده  70تا    23درجه و در طول جغرافیایی  

ای از غرب به شرق و  نقطه شبکه 99بندی، در این بازه شبکه

ای از شمال به جنوب وجود دارد، حدودا هر  نقطه شبکه  87

 دهد.  مربع را پوشش میکیلومتر  30*15ای نقطه شبکه

 

 آموزش و ارزیابی الگوریتم

پیش مدل  خروجی  میاناز  از  بینی  روز  هشت  مقیاس، 

منطقه داده بارش  دادههای ساعتی  عنوان  به  را  متغیر  ای  های 

الگویتم امتحان  و  آموزش  برای  گرفتیم.  هدف  نظر  در  ها 

مدل  داده اجرای  دو  خروجی  از  را  استفاده  مورد  های 

منطقهپیش میان بینی  )مدل  پیشای  به  مقیاس  جوی(  بینی 

با    2018اکتبر    28و    26های  تاریخ اجرا  هر  روز    4برای 

نمودیم. خروجی یشپ تهیه  پسوند  بینی  با  مدل  این    ncهای 

ویژگیمی که  توسط باشند  تحقیق  این  استفاده  مورد  های 

افزار  اسکریپ نرم  در  درون  NCLنویسی  نقاط  با  یابی 

شبکهشبکه تبدیل  و  ایستگاهای  نقاط  به  هواشناسی ها  های 

خراسان داده استان  پیشرضوی،  استخراج  های  شده  بینی 

این ویژگی  گردید به عنوان دادهکه  های های استخراج شده 

 ورودی الگوریتم در این تحقیق استفاده شد. 
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 شها یشده مورد استفاده در آزما ی نیبشیپ یرها یمتغ -1 جدول

 
 

ويژگیها واحد سطح فشار)هکتوپاسکال(
MONTH -

DAY -

HOUR -

LAT Degree

LON Degree

T K Ground, 925, 850, 700, 500, 300, 100
UM % 100 ,300 ,500 ,700 ,850 ,925
P hpa 100 ,300 ,500 ,700 ,850 ,925
Direct Speed Degree Ground, 925, 850, 700, 500, 300, 100
Wind Speed m/s Ground, 925, 850, 700, 500, 300, 100
U10 m/s
V10 m/s
TD K
TH2 K
TSK K
SST K
TSLP K
TMN K
GRDFLX W/m-2
SWDOWN W/m-2
GLW W/m-2
OLR W/m-2
NOAHRES W/m-2

LH W m-2

HFX W/m-2

ACGRDFLX J m-2

ACHFX J m-2

ACLHF J m-2

ACSNOM Kg/m-2

SNOW Kg/m-2

CANWAT Kg/m-2

QFX Kg/m-2 s-1

SNOWH m

HGT m

PBLH m

RAINC mm

RAINNC mm

GRAUPELNC mm

COSZEN -

ALBEDO -

ALBBCK -

EMISS -
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 رانیآن استان در ا تیو موقع یآمار یها بر اساس روش یرضواستان خراسان ی میاقل یبندطبقه  -9شکل 

 

ارزیابی روش پیشنهادی   از    RSDAEو    SRDSAEجهت 

( خطا  مربعات  میانگین  معیار  خطای RMSEدو  میانگین   )

استفاده می معادلهمطلق  که در ذیل  این  کنیم  به  مربوط  های 

 دو معیار نشان شده است: 

18 RMSE = √
1

M
∑ e(n)2

M

n=1

 

19 MAE =
1

M
∑|e(n)|

M

n=1

 

اینجا   e(n)در  = t(n) − y(n)   و ،M  نمونه ها در  تعداد 

بترتیب خروجی بدست    y(n)و   t(n)مجموعه تست است. 

 نمونه است.  nآمده و خروجی اصلی از مدل برای  

 

 روش انجام محاسبات 

  RSDAEو روش    RSDSAEسازی روش پیشنهادی  پیاده

نسخه   متلب  افزار  نرم  محیط  مشخصات    2017در  با  و 

گیگابات و گرافیک   RAM  8هسته ای و   cpu 7سیستمی با  

در  1 است.  شده  انجام    پیشنهادی   روش  الگوریتم  گیگابات 

RSDSAE  پایه  روش  و  RSDAE  مقداردهی   برای  

  تعداد   همچنین  و   پنهان  هایلایه   تعداد  از   اعم   پنهان   هایلایه

  یکسان   استراتژی  یک  از  پنهان   لایه  هر  در  موجود  هاینرون

بدینکرده   استفاده  دقیقتر  مقایسه  جهت   تعداد   منظور  ایم. 

{  1،2،3،4،5}  مقادیر  بین  از  عمیق  شبکه  در  پنهان  هایلایه

  به   پنهان  لایه  هر  در  موجود   هاینرون   تعداد  و  انتخاب

 . شودمی انتخابزیر   مجموعه بین از  تصادفی صورت

{5،10،15،20،25،30،35،40،45،50،55،60،65،70،75  }

  در  λ  وزن  تنظیم  پارامتر  مقدار  BP  الگوریتم  در  همچنین

  0.5  با  برابر   یادگیری  نرخ  مقدار   و  0.4  با  برابر   تنظیم  عبارت

 برای  RSDSAE  پیشنهادی  روش  در.  شودمی  گرفته  نظر  در

در  محاسبه  تعریف   به  نیاز  بازسازی  خطای  بخش  تنک 

  پارامتر   و  0.05  عدد  با  برابر  ρ  پارامتر  که  داریم  β  و  ρ  پارامتر

β  و   پیشنهادی  روش  دو  هر.  گیردمی   قرار  0.5  مقدار  با  برابر  

   .اندشده تکرار بار 100 تعداد به پایه روش

 

    تجزیه و تحلیل نتایج 

پیشنهادی   روش    RSDSAEروش  جهت    RSDAEو 

بینی وضعیت بارش بر اساس دو پارامتر  مقایسه بهتر در پیش 

تحلیل    MAEو    RMSEارزیابی   و  تجزیه  و  مقایسه  مورد 

ها در شرایط یکسان انجام شده اند. تمامی آزمایشقرار گرفته

میانگین   از  ذیل  جدول  در  حاصل  نتایج  و  بار   10است 

الگوریتم  نتایج حااجرای کامل  از  ها بدست آمده است.  صل 

ارزیابی   معیار  اساس  بر  پایه  و  پیشنهادی  روش  دو  مقایسه 
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RMSE    وMAE   تعداد خودرمزگذارهای مختلف در با  و 

دیده   2  جدول  نتایج  در  که  همانطور  است.  شده  داده  قرار 

شبکه  می کردن  تنک  با  است  توانسته  پیشنهادی  روش  شود 

RSDAE  پیش خطای  کاهش  به  آن منجر  پی  در  و  بینی 

شود و یا به عبارتی موجب    MAEو    RMSEکاهش معیار  

   بینی ریزش باران شود.بهبود پیش

ارزیابی    11و    10  هایشکل در   معیار  خروجی  مقادیر 

RMSE    وMAE   مختلف   خودکار هایبرای تعداد رمزگذار

که همانطور  است.  شده  داده  نمایش  نمودار  روی  در    بر 

می مشاهده  مقدار  نمودارها  تعداد    RMSEشود  لایه   3تا 

مقدار   آن  از  پس  و  یافته  کاهش  افزایش    RMSEپنهان 

توان نتیجه گرفت که بهترین تعداد  یابد بر این اساس میمی

لایه  شبکهبرای  در  پنهان  عمیق  های  و    RSDSAEهای 

RSDAE  با سه لایه می به  برابر  این تعداد لایه،  باشد و در 

و    RMSEحداقل مقدار خطا و به دنبال آن به حداقل مقدار  

MAE  پیدا می با دقت کنیم و پیشدست  بارش  میزان  بینی 

 شود.  بالاتری انجام می

مقادیر    12  شکل  همچنین بهتر  چه  هر  مقایسه  برای 

در هر دو روش پایه    MAEو    RMSEپارامترهای ارزیابی  

شده  طراحی  یکدیگر  کنار  در  پیشنهادی  روش  بر  و  اند. 

بینیم که روش پیشنهادی  اساس این دو نمودار به خوبی می

RSDSAE  پیش در  بالاتری  دقت  به  است  بینی توانسته 

ارزیابی  پارامتر  دو  مقادیر  و  کند  پیدا  دست  بارش  میزان 

RMSE  وMAE  .را بهبود بخشد 

به باعث  برنامهباران  حتی  و  مردم  عموم  زندگی  ریزی  بود 

حکومت  میصحیح  بارش  از  استفاده صحیح  برای  باشد.  ها 

روش و  برای  الگوریتم  اخیر  سالیان  طی  در  مختلفی  های 

پیش به  مربوط  روش مسائل  است.  شده  ارائه  های  بینی 

روش  جزو  عمیق  مسائل  یادگیری  برای  محبوب  های 

میپیش تحقبینی  این  در  ما  پیشباشد.  برای  بارش یق  بینی 

 ترکیب  و  نویززدار تنک ای پشته خودرمزگذار  باران از روش 

برای نرون با روش این تنک  الگوریتم  و   بردن بالا  سخت 

ایم. ما در این تحقیق  استفاده نموده بینیو صحت پیش  دقت

های خروجی مدل  روش پیشنهادی را بر روی مجموعه داده

مقیاس  پیش میان  خراسان در    WRFبینی  استان   محدوده 

اجرای   با  توانستیم  نهایت  در  و  کردیم  اعمال  رضوی 

و   داده  کاهش  را  بینی  پیش  خطای  پیشنهادی،  الگوریتم 

 بینی را بهبود دهیم. صحت عملکرد پیش

 

 مختلف  خودرمزگذارهای با تعداد   RSDAEو روش  RSDSAE یشنهادیروش پ جی نتا -2 جدول
MAE RMSE  

RSDSAE RSDAE RSDSAE RSDAE Number of AEs 
0.9333 1.0104 0.9793 1.0510 1 
0.7677 0.9992 0.8088 1.0383 2 
0.5356 0.7873 0.5607 0.8317 3 
0.6916 0.8564 0.6316 0.8962 4 

 

 

 
 مختلف هایخود رمزگذاربا تعداد   RMSE اریبر اساس مع RSDAEو  RSDSAEدو روش  سه ینمودار مقا -10شکل 
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 MAE اریبر اساس مع RSDAEو  RSDSAEدو روش  سه ینمودار مقا -11شکل 

 

 
   RMSE1   (b)و MAE(a) هایاریبا استفاده از مع RSDAEو  RSDSAEروش  سه یمقا یاله ینمودار م -12شکل 

 

 نتیجه گیری

های مهم و اساسی برای  بینی بارش باران یکی از چالش پیش

می پژوهشگران  و  بینی محققین  پیش  که  بصورتی  باشد 

عموم   زندگی  بهبود  باعث  باران  بارش  صحیح  و  درست 

برنامه حتی  و  حکومتمردم  صحیح  استفاده ریزی  برای  ها 

های مختلفی در  باشد. الگوریتم و روشمیصحیح از بارش  

به پیش مربوط  برای مسائل  اخیر  ارائه شده  طی سالیان  بینی 

روش روش است.  جزو  عمیق  یادگیری  محبوب  های  های 

پیش مسائل  میبرای  برای  بینی  تحقیق  این  در  ما  باشد. 

روشپیش از  باران  بارش   تنک ایپشته خودرمزگذار بینی 

سخت و الگوریتم تنک   نرون با روش این ترکیب و نویززدار

ایم. ما  استفاده نموده بینیو صحت پیش  دقت  بردن  بالا  برای 

های  در این تحقیق روش پیشنهادی را بر روی مجموعه داده

پیش مدل  مقیاس  خروجی  میان  محدوده   WRFبینی  در 

با  استان خراسان رضوی اعمال کردیم و در نهایت توانستیم 

نهادی، خطای پیش بینی را کاهش داده  اجرای الگوریتم پیش

 بینی را بهبود دهیم. و صحت عملکرد پیش

بینی بارش باران برای عموم مردم و  با توجه به اهمیت پیش

 ها، پیشنهاد ما برای کارهای آینده: حکومت

 مبتنی بر نرون سخت   RBFاستفاده از مدل اسپارس  -1

 مبتنی بر نرون سخت   CNNاستفاده از مدل اسپارس  -2

بینی ای پیشهاستفاده از مدل یکی از پیشنهادهای دیگر ما   -3

 از مدل های دیگر مانند   WRFهواشناسی دیگر به جای  

GFS    یاECMWF    همچنین و  غیره  بینی پیشو 

کسالی و  شپارامترهای دیگر هواشناسی مثل دما برای خ

 باشد. می های فوقبا روش غیره باد  و سرعت 

می  -4 از  همچنین  مدل   Ensembleتوان  ترکیب  های  برای 

ها در این  ای و اعمال این روشبینی شبکهمختلف پیش

 ها استفاده کرد. مدل 
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